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Abstrak 

Pesatnya pertumbuhan data dan informasi pada saat ini membuat bidang keuangan 
banyak menghadapi tantangan dalam melakukan analisis informasi. Dengan 
kemampuan teknologi big data dan deep learning telah mengubah cara-cara 
operasional dibidang keuangan secara signifikan. Big data merevolusi cara 
pengelolaan bidang keuangan  dengan menggunakan teknologi. Deep learning dan 
big data telah membantu akan standarisasi dan pemodelan didalam proses 
keuangan dalam meningkatkan pengambilan keputusan. Kedua teknologi ini 
mampu memfasilitasi pemrosesan serta analisis data yang lebih mendalam 
sehingga dapat memberikan pandangan yang lebih luas dalam mendukung proses 
pengambilan keputusan dibidang keuangan. Peran big data dan deep learning dapat 
digunakan secara bersama untuk meningkatkan efisiensi dan akurasi analisis data 
serta memfasilitasi kemampuan analisis agar dapat mendeteksi masalah keuangan 
untuk kepentingan dunia usaha. Pada penelitian ini merupakan tinjauan literatur, 
membahas bagaimana deep learning dan big data berperan dalam mendeteksi 
masalah keuangan, termasuk deteksi penipuan, prediksi kebangkrutan, dan analisis 
risiko kredit. Tinjauan literatur bertujuan untuk mengeksplorasi bagaimana 
teknologi diterapkan dalam sektor keuangan menggunakan arsitektur CNN dan 
RNN dimana model LSTM juga GRU efektif dalam menangani data untuk mendeteksi 
aktivitas resiko keuangan. Deep learning dapat mengenali anomali secara real-time 
dengan tingkat keandalan tinggi, mengoptimal keamanan data dan 
memaksimumkan pengelolaan risiko. 

Kata Kunci: Big Data, CNN, Deep Learning, Deteksi Masalah Keuangan, RNN. 

Abstract :  

The rapid growth of data and information today makes the financial sector face many 
challenges in analyzing information. With the capabilities of big data and deep 
learning technology, it has significantly changed the operational methods in the 
financial sector. Big data revolutionizes the way the financial sector is managed using 
technology. Deep learning and big data have helped standardize and model in the 
financial process to improve decision making. Both of these technologies are able to 
facilitate deeper data processing and analysis so that they can provide a broader view 
in supporting the decision-making process in the financial sector. The role of big data 
and deep learning can be used together to improve the efficiency and accuracy of data 
analysis and facilitate analytical capabilities in order to detect financial problems for 
the benefit of the business world. This study is a literature review, discussing how deep 
learning and big data play a role in detecting financial problems, including fraud 
detection, bankruptcy prediction, and credit risk analysis. The literature review aims to 
explore how technology is applied in the financial sector using CNN and RNN 
architectures where LSTM and GRU models are effective in handling data to detect 
financial risk activities. Deep learning can recognize anomalies in real-time with a high 
level of reliability, optimize data security and maximize risk management. 

Keywords: Big Data, CNN, Deep Learning, Financial Problem Detection, RNN. 
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1. PENDAHULUAN 

Dengan semakin lajunya pertumbuhan teknologi digital serta terjadi peningkatan 

eksponensial pertumbuhan data telah memperbarui industri keuangan, membuka jalan 

bagi metode yang lebih moderen serta berbasis digital dalam melakukan pendeteksian 

masalah keuangan. Cara konvesional dalam mengolah data keuangan biasanya 

melibatkan cara-cara manual.  Dalam pemrosesan data, terdapat banyak tugas keuangan 

yang bersifat sederhana dan berulang, sehingga tidak efisien dalam penggunaan tenaga 

kerja[1]. Peningkatan volume data dan informasi telah pesat membanjiri infrastruktur 

penyimpanan sehingga memerlukan adopsi teknologi big data dan deep learning. 

Penerapan deep learning terhadap permasalahan ini dapat memberikan hasil yang lebih 

bermanfaat dibandingkan metode standar di bidang keuangan [2]. Data keuangan dapat 

meliputi pendapatan, pengeluaran, laba, rugi, aset dan lain sebagainya yang terus tumbuh 

secara dinamis. Sehingga banyaknya volume data yang terus meningkat yang lebih sering 

dikenal dengan istilah big data, penggunaan istilah “big data” yang pertama kali sering 

dikutip adalah saat menghadiri diskusi tahunan USENIX konferensi teknis (Mashey 1999) 

[3]. Hal ini membutuhkan teknologi pengelolaan data yang lebih baik serta efisien 

berbasis teknologi. Hal ini  mengungkapkan bahwa analisis big data sangat penting dalam 

mendorong inovasi, meningkatkan pengalaman pelanggan, dan meningkatkan efisiensi 

operasional dalam layanan keuangan [4]. Dalam memanfaatkan big data untuk deteksi 

masalah keuangan adalah dengan mengintegrasikan dan memproses data dari berbagai 

sumber. Hal ini melibatkan pembersihan, standarisasi, dan transformasi data ke dalam 

format yang sesuai untuk analisis[5].  

Pertumbuhan volume data secara dinamis menjadi  tantangan besar bagi deteksi 

masalah keuangan   terutama dalam mengidentifikasi beberapa masalah potensial, 

seperti pengelolaan uang yang buruk, bisnis yang merugi, masalah kredit dan lain 

sebagainya. sehingga teknologi big data dan deep learning hadir sebagai jalan keluar 

inovatif untuk menganalisis data dalam skala besar, sehingga dapat tanggap terhadap 

potensi masalah keuangan. Menurut [6] telah muncul sebagai bagian mesin yang kuat. 

Deep learning beroperasi dengan cara menerapkan jaringan saraf buatan dengan 
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mempunyai banyak lapisan sehingga dapat  memproses pembelajaran yang lebih rumit 

dan menghasilkan prediksi lebih akurat.  

Tinjauan literatur mengenai peran deep learning dan big data untuk masalah 

keuangan bahwa kedua teknologi ini memiliki potensi besar agar terjadi peningkatan 

akurasi dan efisiensi dalam berbagai aspek analisis keuangan. Penerapan deep learning 

bagi sistem agar mampu mengenali pola kompleks dalam data keuangan yang besar dan 

dinamis, big data memiliki kemampuan  untuk pengumpulan, penyimpanan, serta 

analisis data secara real-time.  Masalah spesifik seperti deteksi kecurangan, identifikasi 

anomali transaksi, prediksi kebangkrutan, analisis sentimen pasar, dan manajemen 

risiko keuangan, menunjukkan bahwa metode berbasis deep learning lebih baik  

dibandingkan dengan teknik tradisional. Model recurrent neural networks (RNN), 

convolutional neural networks (CNN) dapat melakukan pemrosesan data keuangan 

dalam jumlah besar dengan akurasi  yang cukup tinggi. Deteksi masalah keuangan 

digunakan model convolutional neural networks (CNN) dan recurrent neural networks 

(RNN). Deteksi masalah keuangan menggunakan model CNN dan RNN memungkinkan 

sistem untuk mengidentifikasi pola dalam data yang mengarah pada tanda-tanda risiko 

keuangan. Dimana kedua model ini memiliki cara yang berbeda dalam mendeteksi 

masalah keuangan. CNN adalah pembelajaran mendalam arsitektur yang menggunakan 

lapisan konvolusional untuk memetakan data masukan fitur [7]. CNN biasanya 

diperuntukan untuk data berbentuk gambar namun dapat diterapkan pada data 

keuangan dengan melakukan  pemodelan data dalam bentuk matriks atau grid. RNN lebih 

sering digunakan untuk data keuangan yang bersifat sekuensial, seperti urutan transaksi, 

time series harga saham, atau laporan keuangan berkala. RNN adalah model digunakan 

untuk  mempertimbangkan urutan dan dependensi temporal, hal ini merupakan yang 

sangat penting dalam analisis data keuangan. Keuntungan RNN dapat mempelajari fitur 

temporal dan konteks, terutama ketergantungan jangka panjang antara dua entitas [8]. 

 

 2.      METODE PENELITIAN  

Metodologi deteksi masalah keuangan dengan memanfaatkan deep learning dan big 

data memiliki tahapan-tahapan yang penting dimana meliputi pengumpulan, 

pengolahan, analisis data, dan pengambilan keputusan. Dalam konteks keuangan, CNN 

dan RNN dapat diterapkan untuk mendeteksi dan menganalisis masalah keuangan. CNN 
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umumnya digunakan untuk menganalisis berbasis pola dan fitur spasial. Walaupun pada 

awal pengembangan untuk pemrosesan gambar, lalu kemudian CNN diterapkan dalam 

sektor keuangan untuk menganalisis data berbasis pola dan tren. Pada analisis pola 

transaksi kartu kredit dan mendeteksi anomali dalam data, CNN dapat melakukan 

pengubahan data transaksi keuangan menjadi representasi matriks maupun gambar. 

Selain itu CNN dapat mendeteksi pola tidak biasa atau pola anomali pada keuangan yang 

menyimpang norma historis. Pola ini dijadikan petunjuk untuk adanya penipuan, 

kesalahan transaksi, manipulasi pasar, atau risiko keuangan lainnya yang  selama ini 

tidak terlihat oleh metode tradisional. 

RNN biasanya digunakan untuk data berurutan pada data keuangan seperti harga 

saham, transaksi, dan laporan keuangan bersifat time-series.  Long Short-Term Memory 

(LSTM) dan Gated Recurrent Units (GRU) merupakan bagian dari RNN dapat digunakan 

dalam memprediksi pergerakan harga saham, kedua model ini dapat menilai hubungan 

temporal jangka panjang data keuangan serta melakukan prediksi dengan lebih akurat 

dibandingkan metode statistik tradisional.  

Berikut adalah bagaimana kedua model ini digunakan dalam studi literatur 

mendeteksi permasalahan di sektor keuangan pengumpulan data keuangan baik data 

internal maupun eksternal dari ragam sumber yang ada lalu data yang ada dilakukan 

pembersihan data, menstandarisasi data, dan mengekstraksi fitur penting dari data. 

Setelah itu menentukan model deep learning yaitu CNN dan RNN serta melatih model 

dengan data yang sudah dilakukan pemrosesan.  Mengukur kinerja model, mendeteksi 

anomali sehingga dapat memberikan hasil visualisasi. Berikut pada Gambar 1 tahapan 

yang di lakukan dalam metodologi ini : 

        

 

 

 

 

 

 

 

  Gambar 1. Alur flowchart untuk metodologi 
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Pembersihan Data atau data cleaning, hal ini dilakukan dikarenakan data keuangan 

sering kali memiliki noise, data yang hilang serta inkonsistensi. Oleh sebab itu, 

pembersihan data merupakan tahap awal dalam penelitian ini. Melakukan penghapusan 

data duplikat  bertujuan menghindari bias dalam analisis. Untuk pengisian data yang 

hilang dapat digunakan teknik interpolasi atau imputasi berbasis statistik. Penghapusan 

outlier menggunakan metode IQR (Interquartile Range) maupun Z-score analysis untuk 

mengenali nilai yang terlalu ekstrem. 

 Standarisasi Data atau Data Standardization bertujuan supaya model deep 

learning dapat berkinerja lebih optimal sehingga data perlu dinormalisasi atau 

distandarisasi yaitu dengan cara : 

1. min-max scaling:  data berada dalam rentang 0 hingga 1 sehingga mudah diproses 

oleh model CNN dan RNN. 

2. z-score normalization: mengubah distribusi data dengan mean = 0 dan standar 

deviasi = 1. 

3. encoding data kategorikal menjadi dua yaitu  one-hot encoding berguna untuk 

variabel kategorikal seperti jenis transaksi. Dan word embeddings (word2vec, 

fasttext, atau tf-idf) agar dapat mengubah data teks menjadi bentuk numerik. 

Ekstraksi Fitur Penting (Feature Extraction) bertujuan agar memiliki pengaruh 

kuat dalam melakukan pendeteksian  masalah keuangan  dimana pada Model Time-Series 

(RNN, LSTM, GRU) sebagai contoh : Harga saham historis, moving average, volatilitas, 

sentimen pasar. Pada model Berbasis Pola (CNN) contoh: melakukan konversi grafik 

harga saham menjadi citra. Pemilihan Model Deep Learning CNN dan RNN dimana CNN 

digunakan untuk dapat mengenali beragan pola dari data yang dikonversi menjadi 

gambar atau matriks dan RNN sangat cocok untuk diterapkan dalam menganalisis data 

sekuensial yaitu data yang memiliki urutan dan ketergantungan antar elemen di 

dalamnya  

1. LSTM (Long Short-Term Memory) dapat digunakan dalam menangani 

ketergantungan jangka panjang dalam data keuangan. 

2. GRU (Gated Recurrent Unit) dapat digunakan dalam mengenali pola transaksi 

anomali atau transaksi dengan pola yang tidak seperti biasanya dalam rentang 

waktu tertentu. 
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Mengukur kinerja model bertujuan untuk dapat mengevaluasi model dilakukan 

dengan menggunakan metrik yaitu kinerja terhadap: 

1. akurasi : menilai seberapa baik atau handal model dalam mengklasifikasikan 

transaksi normal dibandingkan transaksi anomali. 

2. precision dan recall:  

a. Precision: seberapa banyak transaksi yang dikenali sebagai anomali benar-

benar anomali. 

b. recall: seberapa banyak anomali yang dapat dikenali dengan sukses oleh 

model.  

Pengumpulan Data Keuangan didapat dari sumber yang signifikan berupa data 

transaksi di bank, laporan pajak, pembelian online, media sosial maupun  laporan 

keuangan yang bersifat datanya dapat diakses oleh masyarakat umum atau dapat 

dikatakan datanya bersifat publik.  Pengumpulan data untuk pengolahan pada keuangan 

dapat mendeteksi masalah keuangan menggunakan teknologi big data dan deep learning 

harus memastikan bahwa data yang dikumpulkan terlindungi dari penyalah gunaan 

tanpa izin. Perlindungan data pribadi, seperti GDPR (General Data Protection Regulation) 

dan membatasi akses data hanya kepada yang memiliki izin untuk mengaksesnya. 

Mengumpulkan data pada tingkat yang mendalam bergantung pada aspek kemampuan 

mengandalkan pada sensor, sistem pengawasan keuangan, pengelolaan ekonomi 

berorientasi yang pada lingkungan, sistem kepercayaan, dan elemen lainnya untuk 

pengumpulan waktu nyata [9]. Data internal dan data eksternal dikumpulkan, dimana 

data internal berupa dalam transaksi Keuangan, laporan Keuangan, data kredit. Data 

eksternal sebagai contoh tren ekonomi, harga saham dan lain sebagainya.  

2.1. Pembersihan Data, Standarisasi Data, Dan Ekstraksi Fitur (Feature Extraction) 

Saat ini, ukuran data yang semakin besar mengharuskan hal tersebut untuk lebih 

mengembangkan proses pembersihan data [10]. Dalam proses deteksi masalah keuangan 

yang memanfaatkan big data dan deep learning melakukan teknik pembersihan data 

adalah langkah penting, dikarenakan agar hanya data yang relevan, konsisten, dan tidak 

bias  masuk ke dalam analisis sehingga meminimkan berbagai kesalahan. Untuk 

mencegah pengambilan kesimpulan yang salah, dilakukan pembersihan data untuk 
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memastikan keakuratan data. Pembersihan data adalah langkah penting dalam setiap 

operasi yang menggunakan data [11]. Pada tabel 1 berikut ini adalah  proses 

pembersihan data dan penjelasan masing-masing: 

Tabel 1. Pembersihan Data 

Tahapan 
Pembersihan Data Keterangan Penanganan 

1. Standarisasi Data Format yang konsisten dan tidak bias 
untuk semua data. 
Contoh : Penyeragaman zona waktu. 

Mengubah format data dalam bentuk 
seragam 

2. Pengecekan 

duplikasi data   

Mengisi data yang hilang atau data 
yang tercatat dua kali dilakukan 
penghapusan.  

Menghapus  data yang memiliki pola 
atau nilai yang sama persis. 

3. Pengenalan data Memeriksa  data yang hilang atau 
tidak lengkap. 

Melakukan  teknik dalam pembersihan 
data mean imputation. 

4. Normalisasi dan 

Skaling Data 

Melakukan pengubahan skala nilai 
ditujukan agar memperoleh data yang 
seragam. 

digunakan min-max scaling untuk 
rentang 0 hingga 1 untuk distribusi 
data normal, agar  model dapat 
memproses data lebih akurat. 

5. Data integration Menyatukan format dan struktur data 
yang berbeda-beda. 

Data disatukan ke data warehouse 
yang terpusat,  dan   format data 
diseragamkan. 

6. Pengubahan data 

kategorikal 

Mengubah data yang bersifat kategori 
atau teks. 

Menggunakan one-hot encoding atau 
label encoding. 

 

Standarisasi data merupakan proses penting dalam deteksi masalah keuangan 

menggunakan deep learning dan big data. Dimana dengan standarisasi dapat dipastikan 

data yang telah masuk dan  memiliki format skala besar telah konsisten sehingga analisis 

dapat dilakukan dengan akurat. Menurut [12] Untuk model berbasis jarak, standardisasi 

dilakukan untuk mencegah fitur dengan rentang yang lebih luas mendominasi metrik 

jarak. Standardisasi pada data bertujuan untuk menyamakan format yang ada. 

Mengekstraksi fitur penting dari data adalah melakukan pengidentifikasian dengan cara 

memilih informasi yang paling signifikan  dari data mentah (raw data) untuk diterapkan 

ke dalam model analitik, seperti deep learning. Pada deep learning, ekstraksi fitur 

membantu model untuk dapat mengurangi kompleksitas data dengan mengutamakan 

atribut yang benar-benar penting. Ekstraksi fitur penting bagi analisis keuangan 

dikarenakan dapat mengurangi dimensi data, meningkatkan akurasi dari model dan 

mempercepat proses pelatihan juga prediksi oleh model. Ekstraksi fitur dalam analisis 

keuangan merupakan hal yang penting agar model bekerja lebih efisien dan efektif untuk 
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mendeteksi masalah keuangan. Dalam konteks pendekatan ekstraksi dan pemilihan fitur 

berbasis pembelajaran mesin, bidang ilmu komputer ini memiliki tantangan besar yang 

belum terselesaikan [13]. Fitur yang diekstraksi dapat digunakan dalam algoritma 

pembelajaran mesin apa pun untuk memprediksi hasil keuangan [14]. Teknik yang 

digunakan dalam ektrasi fitur yaitu berupa principal component analysis, seleksi fitur 

otomatis dan analisis deret waktu. 

 2.2. Model Model Deep Learning CNN  Dan RNN 

Sektor keuangan telah mengalami lonjakan penerapan teknik deep learning untuk 

mengatasi berbagai tantangan, termasuk pendeteksian masalah keuangan [15]. Jaringan 

Neural Konvolusional dan Jaringan Neural Berulang telah muncul sebagai model yang 

menjanjikan untuk tugas ini, menawarkan kemampuan untuk mengekstrak fitur 

kompleks dan mengidentifikasi pola tersembunyi dalam data keuangan[16], [17]. 

Penerapan model CNN dan RNN utuk deteksi masalah keuangan dimana studi yang 

dipilih dianalisis untuk mengidentifikasi pendekatan umum, teknik pemrosesan awal 

data, arsitektur model, dan metrik evaluasi yang digunakan. Penelitian ini bertujuan 

untuk menyelidiki kinerja model CNN dan RNN dalam mendeteksi masalah keuangan 

dengan memanfaatkan deep learning dan big data sehingga dapat melakukan 

perbandingan efektivitasnya untuk tugas-tugas seperti prediksi pasar saham, penilaian 

risiko keuangan, dan deteksi anomali. Kemampuan model deep learning untuk 

mengekstrak fitur-fitur canggih dan menangkap hubungan nonlinier yang kompleks 

dalam data deret waktu keuangan telah menghasilkan peningkatan signifikan dalam 

kinerja prediktif dibandingkan dengan cara-cara pendekatan pembelajaran mesin 

tradisional [18], [19]. Studi terbaru juga menekankan pentingnya mengintegrasikan 

beragam sumber data keuangan, seperti data harga, volume, dan sentimen, untuk 

meningkatkan kemampuan prediktif model pembelajaran mendalam[20]. CNN dan RNN 

merupakan dua arsitektur deep learning yang paling banyak digunakan, keduanya 

memiliki kekuatan dan penerapannya sendiri. CNN konvolusional biasanya diterapkan 

melibatkan data visual, dimana dirancang untuk mengekstrak dan mempelajari fitur 

suatu gambar secara otomatis. Salah satu perbedaan utama antara Jaringan Neural 

Konvolusional dan Jaringan Neural Berulang adalah pendekatannya dalam menangani 

ketergantungan spasial dan temporal. Jaringan Neural Konvolusional mahir dalam 

menangkap hubungan spasial dalam gambar, sedangkan Jaringan Neural Berulang 
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unggul dalam memodelkan ketergantungan temporal dalam data sekuensial [21], 

[22]RNN pada umumnya dirancang untuk menangani data berurutan atau data yang 

memiliki urutan berbasis waktu, seperti teks, audio, atau data deret waktu. Dimana RNN 

memiliki kemampuan untuk mengingat informasi dari langkah-langkah sebelumnya 

dalam data berurutan. 

3. HASIL DAN PEMBAHASAN  

Berdasarkan literatur review, big data memberikan landasan kuat dalam 

mendeteksi masalah keuangan dengan cara mengumpulkan, menyimpan, dan 

menganalisis data dalam skala besar secara real-time. Deep Learning pada model CNN 

dan RNN (LSTM/GRU), dapat melakukan efektivitasnya dalam mendeteksi pola 

keuangan seperti prediksi harga saham dan deteksi transaksi anomali. CNN  lebih efektif 

dalam analisis pola visual seperti grafik sementara LSTM/GRU unggul dalam memproses 

data time-series dan deteksi anomali transaksi. Dengan strategi yang tepat untuk 

melakukan pengolahan data dan pemilihan model maka deep Learning dan big data lebih 

mendukung keamanan dan efisiensi dalam sistem keuangan modern. RNN lebih baik jika 

digunakan dalam prediksi harga saham, analisis kredit, dan deteksi transaksi 

mencurigakan berbasis data sekuensial. 

3.1 Pembahasan Algoritma Convolutional Neural Network  (CNN) 

Jaringan Neural Konvolusional atau CNN memiliki kemampuan mendeteksi 

masalah keuangan yaitu secara otomatis mengekstraksi dan mempelajari fitur-fitur yang 

relevan dari data sehingga sangat cocok untuk aplikasi keuangan yang kompleks. 

Arsitektur CNN merupakan lapisan konvolusional, dimana menerapkan serangkaian 

filter yang dapat dipelajari pada data masukan. Dimana pendeteksian pola atau fitur 

tertentu seperti tepi, tekstur, atau bentuk, yang relevan dengan tugas yang diberikan. 

Saat data melewati jaringan, fitur-fiturnya menjadi semakin kompleks, memungkinkan 

CNN untuk membangun. Model CNN memiliki kemampuan untuk secara efektif 

menangkap pola lokal dan ketergantungan jangka pendek dalam data deret waktu 

keuangan, sehingga model tersebut cocok untuk tugas-tugas seperti perkiraan harga 

saham dan deteksi anomali [23], [24], [25].  
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Gambar 2 Algoritma CNN Sumber DQLab 

Pendekatan ini sering kali berfokus pada identifikasi pola-pola terkenal dalam rangkaian 

pergerakan harga saham, sehingga memungkinkan investor merancang strategi yang 

menguntungkan dengan mengenali pola-pola yang sesuai dalam data [26]Arsitektur 

Convolutional Neural Network (CNN). Arsitektur CNN biasanya terdiri dari lapisan 

konvolusional dan lapisan sub-sampling. Gambar 2 dibawah ini merupakan algoritma 

dari CNN. Algoritma deep learning menggunakan proses yang disebut backpropagasi 

untuk menyesuaikan bobot dan bias neuron, mengoptimalkan kinerja jaringan dari 

waktu ke waktu [27]. CNN biasanya digunakan untuk mengekstraksi fitur spasial. 

Seringkali, ketika digunakan dalam deret waktu keuangan, langkah pertama yang umum 

dilakukan adalah mengubah data deret waktu menjadi “gambar” sebelum 

memasukkannya ke dalam CNN [28]. Penerapan CNN dalam Deteksi Masalah Keuangan 

CNN dapat diterapkan untuk analisis dan deteksi masalah keuangan. Dimana data yang 

diproses berupa: 

• Data Transaksi:  Menyimpan data transaksi historis yang dapat dianalisis untuk 

mendeteksi pola atau kejanggalan yang mengindikasikan kemungkinan terjadinya  

tindakan penipuan dan kecurangan yang dilaksanakan untuk memperoleh 

keuntungan finansial . 

• Data Waktu Seri atau Time Series: pola dalam data waktu seri atau Time seri 

merupakan kumpulan data yang diambil dan dicatat dalam urutan waktu tertentu, 

dimana dapat memberikan informasi tentang masalah atau risiko keuangan. 

Adapun struktur dan Lapisan CNN untuk Data Keuangan pada umumnya terdapat 

beberapa lapisan utama yaitu lapisan konvolusi, lapisan pooling dan lapisan fully. 
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Lapisan konvolusi digunakan untuk mengekstrak fitur dari data, pada lapisan ini dapat 

mengambil pola yang berulang dan mengenali fitur-fitur penting dalam data keuangan. 

Lapisan pooling biasanya digunakan untuk mengurangi dimensi data, meminimkan 

kompleksitas model dan meminimalkan overfitting. Lapisan fully connected atau FC 

digunakan untuk  menghubungkan seluruh node dari lapisan sebelumnya berada pada 

lapisan berikutnya untuk memberikan prediksi akhir. Fitur-fitur ini kemudian 

digabungkan dengan lapisan konvolusional berikutnya untuk mendeteksi fitur tingkat 

tinggi. Lebih jauh lagi, gagasan bahwa detektor fitur dasar, yang berguna pada suatu 

bagian suatu gambar, kemungkinan besar akan berguna pada keseluruhan gambar 

diimplementasikan dengan konsep bobot terikat[29]. Arsitektur CNN untuk data 

keuangan  1D CNN digunakan untuk menangani data time series satu dimensi sebagai 

contoh harga saham atau data kredit. CNN 1D dapat memperoleh pola dari tren data. 

Pemilihan tipe model yang optimal dan struktur untuk tugas tertentu atau untuk 

memahami secara mendalam alasan mengapa arsitektur atau algoritme tertentu efektif 

dalam tugas tertentu atau tidak [30]. CNN dapat secara otomatis mengekstraksi fitur-fitur 

yang relevan dari data keuangan yang cukup kompleks sehingga tidak bergantung pada 

kemampuan manusia. Kemajuan pesat dalam algoritma deep learning telah merevolusi 

banyak industri, termasuk sektor keuangan. CNN sebagai arsitektur deep learning telah 

memperlihatkan hasil yang menjanjikan dalam banyak aplikasi, termasuk prediksi deret 

waktu keuangan. Penelitian lebih lanjut juga menunjukkan potensi CNN dalam mengatasi 

tantangan data keuangan yang tidak normal. Dengan menggunakan teknik seperti 

analisis komponen utama, keakuratan prediksi model berbasis CNN dapat ditingkatkan, 

menjadikannya alat yang layak untuk evaluasi pengelolaan keuangan dan pengambilan 

keputusan [19], [24], [26]. 

3.2 Pembahasan Algoritma Recurrent Neural Network (RNN) 

Jaringan neural berulang atau RNN telah hadir sebagai kelas model deep learning yang 

tangguh dan serbaguna. RNN memiliki kemahiran dalam memproses data sekuensial dan 

menghasilkan keluaran yang memahami  konteks. Selain itu RNN memiliki kemampuan 

dalam memelihara juga memperbarui keadaan internal, sehingga mereka memiliki 

kemampuan menangkap ketergantungan dan pola dalam masukan yang berurutan.  RNN 

untuk konsep unit berulang dimana dapat melakukan pemrosesan masukan saat 

sekarang dan keadaan tersembunyi yang dihasilkan sebelumnya agar menghasilkan 
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keadaan dan keluaran tersembunyi berikutnya. Dengan sifat rekursifnya maka RNN 

memodelkan hubungan temporal dan sekuensial secara maksimal, sehingga dapat 

diterapkan pada banyak tugas. Gambar 3 dibawah ini merupakan algoritma dari RNN. 

 

Gambar 3 Algoritma CNN Sumber DQLab 

Bidang keuangan memiliki tantangan dalam mengenali potensi masalah atau kesulitan 

keuangan dalam organisasinya. Secara tradisional, model prediktif menerapkan rasio 

keuangan, oleh sebab itu teknik yang lebih maju diperlukan bagi sifat kompleks dan 

dinamis dari data keuangan. Salah satu model yang banyak diaplikasikan adalah 

Recurrent Neural network (RNN), yang memiliki dua variasi utama yaitu Long Short-

Term Memory (LSTM) dan Gated Recurrent Unit (GRU) [31]. Penggunaan RNN, 

khususnya jaringan Long Short-Term Memory, dapat memprediksi kesulitan keuangan 

maupun kebangkrutan. RNN memiliki kemampuan dalam melakukan pemrosesan untuk 

data berurutan, seperti rangkaian waktu keuangan. Deteksi dengan menggunakan RNN 

sangatlah efektif untuk menganalisis data yang mempunyai urutan waktu sebagai contoh 

harga saham, aliran kas juga data keuangan perusahaan. Hal ini dikarenakan RNN 

memiliki kemampuan dalam mempertimbangkan urutan dan ketergantungan antar 

waktu agar dapat menangkap pola yang menyebabkan anomali dalam mengindikasikan 

masalah keuangan.  RNN dapat juga diterapkan  untuk beberapa masalah dalam 

keuangan  seperti financial distress, fraud detection, analisis resiko kredit, anomali 

deteksi dan biasanya RNN seperti Long Short-Term Memory (LSTM) atau Gated Recurrent 

Units (GRU) akan lebih dipilih dikarenakan memiliki kemampuan dalam mengatasi 

masalah yang lebih kompleks untuk urutan data jangka panjang. Memori jangka pendek 

panjang (LSTM) untuk berbagai masalah pembelajaran yang melibatkan data sekuensial, 

jaringan saraf berulang dengan memori jangka pendek (LSTM) telah muncul sebagai 
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pendekatan yang efektif dan terukur[32]. Selain itu pada LSTM digunakan untuk data 

yang memiliki kompleksitas temporal yang tinggi, sehingga dapat digunakan untuk 

komputasi dengan menggunakan lebih banyak parameter.  Untuk data keuangan maka 

LSTM dapat menangani data keuangan dengan multivarian juga mendeteksi anomali 

keuangan sebagai contoh : resiko kebangkrutan. Pada GRU  memiliki arsitektur yang lebih 

sederhana dibadingkan LSTM sehingga dapat lebih cepat dilatih karena memerlukan 

lebih sedikit sumber daya komputasi. GRU cocok untuk data jangka pendek, seperti pada 

data keuangan ada beberapa pola yang bersifat jangka pendek contoh  analisis tren harga. 

Pada GRU dapat mendeteksi anomali pada data transaksi keuangan fraud detection hal 

ini disebabkan  kemampuan mengolah data sukensial, Kemampuan menangkap pola 

temporal seperti transaksi transfer uang dengan cara mendeteksi ketika suatu transaksi  

tidak sesuai dengan pola normal yang ada. GRU mempunyai struktur yang lebih 

sederhana dibandingkan LSTM hal ini dikarena menggunakan dua gerbang (update dan 

reset) sehingga dapat bekerja lebih cepat, hal ini sangat penting ketika mendeteksi 

penipuan keuangan secara real-time. 

4.   SIMPULAN  

Peran deep learning dan big data untuk mendeteksi masalah keuangan dimana big 

data memungkinkan melakukan pengolahan serta menganalisis data keuangan yang 

kompleks, beragam dan dengan berskala besar lebih efisien. Pada penelitian ini big data 

melakukan pengumpulan, pemrosesan berskala besar data keuangan yang datanya dapat 

diakses oleh masyarakat umum . Melakukan analisis data keuangan dengan big data dapat 

mengenali pola pasar, tren keuangan serta anomali transaksi keuangan dengan lebih 

cepat dibandingkan  pendekatan tradisional. Deep Learning memiliki kemampuan untuk 

memprediksi dan mendeteksi anomali, model CNN (Convolutional Neural Network) dapat 

melakukan analisis terhadap pola grafik saham, heatmap transaksi, dan deteksi dokumen 

keuangan palsu. RNN (Recurrent Neural Network), khususnya LSTM (Long Short-Term 

Memory), memiliki kemampuan menganalisis data sekuensial keuangan, menangkap pola 

temporal, mendeteksi anomali transaksi, dan penilaian risiko keuangan. Penerapan CNN 

dan RNN pada fraud detection lebih efektivitas dalam mendeteksi transaksi 

mencurigakan dan mencegah kejahatan keuangan. Dapat disimpulkan bahwa secara 

keseluruhan, big data dan deep learning memiliki kemampuan untuk membawa 

perubahan besar dalam sistem keuangan untuk mendeteksi masalah keuangan seperti 

deteksi fraud, analisis risiko juga memiliki kemampuan memprediksi tren pasar. Dengan 

strategi yang tepat, penerapan big data dan deep learning akan semakin berkontribusi 

dalam pengembangan sistem keuangan yang lebih terpercaya, jelas, dan efektif di masa 

depan. Walaupun begitu dapat dikatakan bahwa sangat penting dalam pemilihan 

algoritma untuk mempertimbangkan karakteristik dataset. Sehingga big data dan deep 
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learning dalam mendeteksi masalah keuangan dapat memberika prediksi yang lebih 

akurat agar tercipta keputusan tepat bagi dunia usaha, lembaga keuangan, dan para 

pembuat kebijakan. 
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